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Zusammenfassung. Medizinische Bildinhalte sind haufig ans mehre-
ren Bildregionen zusammengesetzt, die zueinander in bestimmten Ver-
hé&ltnissen stehen. Diese lassen sich iiber Wahrscheinlichkeitsverteilungen
regionaler und relationaler Attribute zu einem Strukturprototypen ver-
allgemeinern und mit Szenen unbekannten Inhalts vergleichen. Die semi-
automatische Synthese eines Strukturprototyps sowie seine Anwendung
zur Szenenanalyse wird am Beispiel von Handradiographien vorgestellt.
Durch Verwendung der Strukturinformation wird hier eine Steigerung
der Erkennungsrate um 17% erzielt.

1 Einleitung

Aufgrund der bei medizinischem Bildmaterial auftretenden hohen Variabilititen
lagsen sich nur schwer Normwerte fiir die Attribute zu identifizierender Objekte
entwickeln. So sind beispielsweise die Regionenmerkmale von Radiographien der
Metakarpalknochen nicht ausreichend trennscharf, um eine korrekte Zuordnung
der Regionen zu den einzelnen Fingern zu erlauben. Auch fiir einen menschlichen
Betrachter ist es nahezu unmoglich, einen einzelnen Knochen ohne Umgebung
korrekt zu klassifizieren. Dies fiillt jedoch leicht, wenn die Verhiltnisse zu anderen
Knochen (Position, Gréfe, etc.) bekannt sind.

Eine Modellierung einer solchen Szene kann iiber einen attributierten rela-
tionalen Graphen (ARG) erfolgen, der ausschlieflich die relevanten Regionen
als Knoten und ihre Verhéltnisse zueinander als Relationskanten repréisentiert.
Diese Szene-ARGs kommen daher mit nur wenigen Elementen aus.

Bei der Segmentierung von Bildern unbekannten Inhalts miissen jedoch we-
gen der unbekannten Auflosung je Pixel unterschiedliche Regionenzugehorigkei-
ten betrachtet werden. In [1] wird das Bild dazu in einem iterativen Regionen-
verschmelzungsprozess in einen hierarchischen attributierten Regionenadjazenz-
graphen (HARAG) iiberfiihrt. Die resultierenden Graphen sind dadurch jedoch
deutlich grofer als die Szene-ARGs.

Eine Szenenanalyse entspricht dem Vergleich des Szene-ARG mit dem HA-
RAG des zu analysierenden Bildes. Zur allgemeinen Objektsuche anhand von
ARGs existiert in der Fachliteratur eine Reihe von Losungsansitzen [2, 3]. Oft
basieren die Referenzen jedoch lediglich auf manuell erzeugten Segmentierun-
gen einer Referenzaufnahme oder auf Kantenbildern, deren Anwendung wegen
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der Delineationsproblematik ausscheidet. Hiufig kénnen mit den vorgestellten
Losungen auch lediglich kleine Graphen mit weniger als 100 Knoten effizient
miteinander verglichen werden oder die hohen Variabilitéiten in den relevan-
ten Bildstrukturen werden nur unzureichend modelliert. Zudem k&nnen lediglich
Graphen gleichen Typs miteinander verglichen werden.

2 Methoden

Die Strukturprototypgraphen verallgemeinern die relevanten Bildinhalte fiir ei-
nen Anwendungsfall, so dass Variabilititen nicht nur in Einzelobjekten sondern
anch im Zusammenhang beriicksichtigt werden. Die Représentation, semiau-
tomatische Synthese und Anwendung des Prototypgraphens wird im Folgen-
den vorgestellt. Als Anwendungsbeispiel werden Skelettradiographien der linken
Hand herangezogen, wie sie bei Kindern zur Bestimmung des Knochenalters
verwendet werden.

2.1 Prototypreprisentation und -training

Der Prototypgraph ist ein vollstindiger Graph, dessen Knoten Einzelobjekte und
dessen Kanten Relationen zwischen den Einzelobjekten beschreiben. Im Anwen-
dungsbeispiel entsprechen die Einzelobjekte den einzelnen Handknochen. Fiir je-
des Einzelobjekt werden die statistischen Verteilungen der regionalen Merkmale
als Knotenattribute, die der relationalen Merkmale zwischen den Einzelobjek-
ten als Kantenattribute kodiert. Beispiele fiir ein regionales bzw. relationales
Merkmal sind der mittlere Grauwert einer Region bzw. die relative Grifie zweier
Regionen. Die Merkmale des Prototypgraphens sind dabei unabhingig von den
Merkmalen der zur Segmentierung verwendeten HARAGs. Insbesondere werden
die relationalen Merkmale erweitert.

Die Merkmalsverteilungen werden in einer Trainingsphase unter Annahme
von Normalverteilungen geschiitzt: Als Referenz werden zunéchst die relevanten
Knoten fiir jedes Einzelobjekt in automatisch erzeugten HARAGs manuell mit
einem entsprechenden Benutzerinterface identifiziert. Die bereits wihrend der
Segmentierung berechneten regionalen Merkmale werden als Knotenattribute
weiterverwendet. Bei Bedarf kénnen auch weitere regionale Merkmale berechnet
werden. Danach werden je Datensatz Kanten zwischen den identifizierten Knoten
eingefiigt und mit relationalen Merkmalen attributiert. Anschlieend kann dann
die Verteilung aller Attribute geschiitzt werden. Insgesamt wurden 34 regionale
Merkmale zu Form, Intensitdt und Textur sowie 12 relationale Merkmale zu
Topologie-, Groflen- und Intensitéiitsverhiltnissen verwendet.

Mit Hilfe der ermittelten Verteilungen wird dann eine Ahnlichkeitsfunktion
fiir jeden Prototypknoten bzw. jede Prototypkanten definiert, um die Ahnlichkeit
unbekannter Regionen bzw. Regionenpaare zu den Einzelobjekten bzw. Einzel-
objektpaaren zu bestimmen.

Im Anschluss an die Verteilungsberechnung findet eine Merkmalsselektion
statt, um die besten Merkmalsmengen je Region und Relation zu bestimmen und
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Abb. 1. Prozentuales Auftreten der einzelnen Handknochen als eigenstiandige Region
(links) und Nummerierung der Prototypklassen (rechts). Die Nummerierung besteht
aus der Knochenklasse (MK: Metakarpal, UPh: untere, MPh: mittlere, bzw. OPh: obere
Phalanx) sowie der Fingernummer (1:Daumen bis 5:kleiner Finger).
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den Losungsraum fiir das Graph-Matching zu verkleinern. Im Anwendungsbei-
spiel wurde mit Sequential Forward Selection ein ebenso einfaches wie schnelles
Verfahren ausgewihlt [4].

2.2 Vergleich Prototyp- und Bildgraph

Der Vergleich zwischen Prototyp- und Bildgraph erfolgt auf Basis eines Hopfield-
Netzes [5]. In einem Assoziationsgraphen werden Entsprechungshypothesen zwi-
schen Prototypknoten und HARAG-Knoten als eigener Graphknoten repriisen-
tiert, sofern eine grundlegende Ahnlichkeit der repriisentierten Regionen iiber
die regionalen Merkmale vorliegt. Diese dient dann auch gleichzeitig als initia-
les Potential der Knoten. Das Verfahren wurde modifiziert, um die relationalen
Merkmale des Prototypen zur Stirkung bzw. Hemmung von Hypothesen eben-
falls beriicksichtigen zu kénnen. Fiir die Matching-Hypothesen werden zwischen
betrachteten HARAG-Knoten im Bedarfsfall fehlende relationale Merkmale be-
rechnet. Uber ein Gradientenabstiegsverfahren werden die Potentiale der Mat-
ching-Hypothesen solange verdndert, bis die gefundene Zuordnung stabil ist.

2.3 Experimente

Zur Evaluierung wurden 96 Handradiographien verwendet. Sofern in der Seg-
mentierung vorhanden, wurden je Bild bzw. Graph 19 Handknochen (Meta-
karpalknochen bis obere Phalanx) mit einem Klassenlabel versehen (Abb. 1).
Insgesamt wurden 221614 Regionen segmentiert, von denen 1290 den 19 Klassen
entsprechen. Abb. 1 illustriert, wie oft die jeweiligen Knochen in der Segmentie-
rung vorhanden waren. Durchschnittlich bestand ein HARAG aus 2300 Knoten.
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Tabelle 1. Erkennungsrate der einzelnen Fingerknochen

Klasse|vorh. |lokal |strukturell| |Klasse | vorh.| lokal|strukturell
MK-1 70| 47 52| (MPh-2 82 45 53
MK-2 64| 45 50| |MPh-3 82 59 68
MK-3 67| 46 53| |MPh-4 72 52 63
MK-4 35| 24 26| |[MPh-5 64 38 43
MK-5 40| 16 27| |OPh-1 56 21 32
UPh-1| 42| 27 29| |OPh-2 80 28 43
UPh-2| 79| 58 59| |OPh-3 81 44 44
UPh-3| 84| 59 63| |OPh-4 77 36 47
UPh-4| 83| 67 71| |OPh-5 59 21 26
UPh-5| 73| 43 60
Gesamt| 1290 776 909
100%(60.2% 70.5%

Zur Evaluierung wurde eine sechsfache Kreuzvalidierung gewéhlt, um jeweils
einen Prototypen zu berechnen und die Erkennungsleistung zu bestimmen. Ei-
ne Regionenzuordnung wird als korrekt gezihlt, wenn sich die vom Prototypen
zugeordnete Region mit der Segmentierung der Ground Truth zu mindestens
85% tiiberlappt. Eine hundertprozentige Uberdeckung wurde vernachliissigt, da
sich Regionen oft nur in wenigen kleinen Details unterscheiden und auch ma-
nuell kaum zu beurteilen ist, welche Region ,,die“ korrekte Losung darstellt. So
werden zum Beispiel bei manchen Regionen die Kapseln in die Segmentierung
des Fingers einbezogen, in anderen Fillen dagegen nicht.

3 Ergebnisse

Uber alle Klassen gemittelt wurden ohne relationale Merkmale lediglich 60.2%
der Regionen korrekt klassifiziert, mit Hilfe des Strukturprototypen konnte da-
gegen eine Erkennungsrate von 70.5%, d.h. eine Steigerung um tiber 17%, er-
zielt werden (Tab. 1). Abbildung 2 gruppiert die Resultate iiber die jeweilige
Knochenklasse. Bei allen Klassen wird eine Verbesserung durch Verwendung
der Strukturinformationen erreicht. Das Trainieren der sechs Prototypen bean-
spruchte durchschnittlich 15 Minuten, das jeweilige Testen der 16 Datensétze
dagegen lediglich 30 Sekunden.

4 Diskussion und Ausblick

Die durchgefiihrten Experimente illustrieren die generelle Anwendbarkeit von
Strukturprototypen zur Objektsuche. Die Strukturprototypen fiithren in allen
Belangen zu einer deutlichen Verbesserung der Erkennungsrate gegeniiber Ver-
gleichen ohne strukturelle Information. In Abbildung 2 fiillt jedoch das schlechte
Abschneiden der Klasse OPh auf. Dies ist dadurch zu erkliren, dass die Regionen
dieser Klasse sehr klein sind, die Regionengréfie jedoch einen starken Einfluss auf
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Abb. 2. Vergleich von lokaler Suche und Struktursuche mit einer geforderten Regio-
neniiberdeckung von 85%.
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viele der verwendeten Merkmale hat. So wirken sich z.B. kleine Anderungen der
Regionen deutlich auf Formmerkmale aus. Zudem existieren in den HARAGs
bedingt durch den Verschmelzungsprozess viele kleine Regionen, so dass hier
eine Abgrenzung der richtigen Regionen schwieriger ist. Neben den hierdurch
zu erklirenden schlechten Werten fiir OPh-1 und OPh-5 stechen in Tabelle 1
auch die Klassen MK-4, MK-5 sowie UPh-1 negativ hervor. Wie aus Abb. 1 her-
vorgeht, standen genau fiir diese Klassen deutlich weniger Trainingsdaten zur
Approximation der Merkmalsverteilungen zur Verfiigung als fiir die restlichen
Klassen, so dass der Grund fiir die geringe Erkennungsleistung hierin zu sehen
ist.

Abhilfe soll deswegen in Zukunft durch eine robustere Segmentierung ge-
schaffen werden. Bislang wurde auflerdem lediglich eine Normalverteilung der
verwendeten Merkmale angenommen, statt die Verteilungen genauer zu schét-
zen. Zusammen mit optimierten Trainingsmethoden fiir die Merkmalsgewich-
tung, z.B. durch eine Supportvektormaschine, bieten sich hierdurch weitere Ver-
besserungsmoglichkeiten fiir kiinftige Forschungsarbeiten.
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