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Zusammenfassung. In diesem Beitrag werden topologie-optimierte
Backpropagation-Netzwerke vorgestellt und evaluiert, die zur neuronalen
Segmentierung kontrastmittelaufnehmender, intrakranieller Tumoren
und anatomischer Strukturen in registrierten, multispektralen MR-Bild-
folgen entwickelt wurden. Fiir das Training der Netze werden 4-dimensio-
nale Pixelvektoren aus einer Falldatenbank mit 22 interaktiv segmen-
tierten Hirntumoren der Typen Meningeom, Glioblastom sowie Metas-
tase verwendet. Nach der pixelbezogenen Tumorklassifikation wird der
Tumor als grofite 3D Zusammenhangskomponente in der Menge der
markierten Pixel extrahiert. In 19 Fallen (86%) konnte ein zur manuellen
Segmentierung adaquates Ergebnis durch die automatische Segmentier-
ung erzielt werden. Segmentierungsfehler, die eine interaktive Nachbar-
beitung der Segmentierungsergebnisse notwendig machten, traten nur in
3 Fallen (14%) auf und waren auf die relativ geringe Kontrastmittelauf-
nahme der Tumoren zurtickzufiithren.

1 Einleitung

In der neuroradiologischen Untersuchung von Hirntumorpatienten ist die MR-
Tomographie von hoher Relevanz. Hierbei werden in dem untersuchten Kopf-
bereich dreidimensionale, multispektrale MR-Bildfolgen generiert. Die Segmen-
tierung des Hirntumors ist sowohl fur die neuroradiologische Diagnostik als auch
fur die Planung neurochirurgischer Eingriffe von zentraler Bedeutung.
Innerhalb dieses Beitrages werden topologie-optimierte Multilayer-Perzep-
tron-Netzwerke (MLP) zur automatischen 3D-Segmentierung kontrastmittelauf-
nehmender Hirntumoren vorgestellt und die erzielten Ergebnisse evaluiert. Aus-
gangspunkt der Analyse bilden 4-kanalige 3D-Bilddaten bestehend aus T1-ge-
wichteten Bildern vor und nach Kontrastmittelgabe sowie T2- und spindichte-

gewichteten Bildern (Abb. 1).
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Abb. 1. 4-kanalige MR-Schichtaufnahme eines Meningeoms

2 Tumorsegmentierung mit Backpropagation-Netwerken

Da die verschieden gewichteten Bildfolgen in mehreren Messvorgangen erzeugt
wurden, werden die dreidimensionalen MR-Bilddaten eines Patienten im ers-
ten Schritt zur Kompensation von Patientenbewegungen etc. mittels rigider
Registrierungsalgorithmen unter Verwendung der Materialinformation als Ahn-
lichkeitsmaf in einem Koordinatensystem ausgerichtet [1]. Nachfolgend ist nun
jedem Volumenelement einer Kopfschicht ein vierdimensionaler Pixelvektor zu-
geordnet.

Fir die Segmentierung der Hirntumoren in den so erhaltenen, multispek-
tralen MR-Daten werden Multilayer-Feedforward-Netze mittels dem Backpro-
pagation Lernalgorithmus [4] trainiert und eine pixelorientierte Klassifikation
vorgenommen. Hierbei entspricht die Zahl der verwendeten MR-Merkmale der
Anzahl der Input-Neuronen, die Zahl der zu unterscheidenden Klassen der An-
zahl der Output-Neuronen [5] (Abb. 2). Untersuchungen zur Verwendung be-
stimmter MR-Merkmale zeigen, dafl die zur Klassifikation signifikanten Informa-
tionen in der T1-Gewichtung nach Kontrastmittelgabe sowie der T2-Gewichtung
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Abb. 2. Multi-Layer-Feedforward-Netz zur pixelorientierten Klassifikation von kon-
trastmittelaufnehmenden Hirntumoren in multispektralen MR-Daten
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Abb. 3. Zweiklassenproblem im 2D-Merkmalsraum eines kontrastmittelaufnehmenden
Hirntumors und des Nicht-Tumorgewebes. Der separierende Polygonzug zeigt die
Fahigkeiten eines hierauf trainierten Neuronalen Netzes.

enthalten sind (Abb. 3). Unter Hinzunahme der iibrigen Merkmale wird ein
Training auf einer grofleren Trainingsmenge erleichtert, was letztendlich zu einer
besseren Generalisierungsfahigkeit des Netzes verhilft. Die Anzahl der Hidden-
Layer sowie die Anzahl der Hidden-Neuronen wird problemspezifisch optimiert.
Zur Optimierung der Klassifikationsleistung wird der Einflu der Netzwerk-
topologie systematisch untersucht. Die Optimierung der Netzwerktopologie sowie
die Bewertung der Segmentierungsergebnisse wird auf der Grundlage manuell
bzw. halbautomatisch durch den Arzt segmentierter Hirntumoren moglich.

Fir die Segmentierung verschiedener, kontrastmittelaufnechmender Hirntu-
moren werden MLP-Netzwerke mit den beiden Klassen ”Tumor” und ”Nicht-
Tumor” als Output-Neuronen betrachtet (Abb. 2). Das Training des Hirntumor-
Netzwerks wird auf der Basis ausgewahlter, vorsegmentierter Hirntumorberei-
che vorgenommen. Die zu segmentierenden Bilddaten werden punktweise durch
das trainierte Netz propagiert. Die zu jedem Bildpunkt ermittelten Ausgangsak-
tivitaten (aus [0,1]) des Netzes werden zu sogenannten Aktivierungskarten zusam-
mengefait. Zur Segmentierung werden alle Bildpunkte mit Aktivierungswerten
oberhalb eines Schwellwertes in der Aktivierungskarte selektiert und die grofite
3D-Zusammenhangskomponente ermittelt. Die so selektierten Bildpunkte repra-
sentieren den aktiven, kontrastmittelaufnehmenden Tumoranteil. Durch anschlie-
Bende Anwendung eines 3D-Filling-Algorithmus wird insbesondere bei hetero-
genen Tumoren wie Glioblastomen eine Auffullung von Segmentierungslochern
erzielt. Die Aktivierungskarten eignen sich gegeniiber binaren Segmentierungs-
ergebnissen zu weiteren Auswertungen, durch die beispielsweise Partialvolumen-
effekte teilweise sichtbar gemacht werden konnen.

Zur Bewertung des neuronalen Segmentierungsverfahrens werden die au-
tomatisch ermittelten Segmentierungsergebnisse mit den manuell durch den Arzt



Abb. 4. 3D-Rekonstruktion eines Meningeoms und der Gehirnmasse

vorgenommen Segmentierungen verglichen.Eine automatische Segmentierung
wird als gleichwertig zur manuellen eingestuft, wenn die Abweichungen auf wenige
Pixel im Randbereich des Tumors beschrankt sind.

3 Ergebnisse und Diskussion

Zur Optimierung der Netzwerktopologie werden systematisch verschiedene An-
zahlen von Hidden-Neuronen und Hidden-Layern betrachtet. Beste Segmen-
tierungsergebnisse erzielt ein MLP mit 3 Hidden-Layern und der Struktur
4-8-8-6-2. Mit dem neuronalen Segmentierungsverfahren werden 22 multispektra-
le 3D-Datensatze mit unterschiedlichen, kontrastmittelaufnehmenden Hirntu-
morarten vom Typ Meningeom, Metastase und Glioblastom analysiert. In 19
Fallen kann durch die automatische Segmentierung ein zur manuellen Segmen-
tierung adaquates Ergebnis erzielt werden. In 3 Fallen kommt es aufgrund der
geringen Kontrastmittelaufnahme im Tumor zu Segmentierungsfehlern, die eine
interaktive Nachbearbeitung der Segmentierungsergebnisse notwendig macht.
Dartiber hinaus werden auch Netze zur Segmentierung der Hirnmasse auf
der Basis der Pixelvektoren in benutzerdefinierten ROI trainiert. Die Gehirn-
masse kann in allen getesteten Datensatzen segmentiert werden. Die im 3D-
Datensatz segmentierten Bildobjekte (Tumor, Hirnmasse) kénnen in dem en-
twickelten Analysesystem direkt dreidimensional dargestellt werden (Abb. 4).
Die in den Aktivierungskarten gespeicherten Aktivierungswerte konnen als
Schatzer der Klassenzugehorigkeitswahrscheinlichkeiten interpretiert werden [2].
In den Geweberandbereichen kommt es vermehrt zu Partialvolumeneffekten.
Durch pixelweise Multiplikation der Aktivierungskarten (Tumor und Nicht-Tu-
mor) werden denjenigen Bildpunkten hohe Werte zugeordnet, die mit hoher
Wabhrscheinlichkeit zu beiden Klassen gehoren und somit den Partialvolumen-
pixeln zugeordnet werden konnen. Mit dieser Technik konnen somit Teile des
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Abb. 5. Partialvolumenkandidaten ermittelt durch Multiplikation der Aktivier-
ungskarten der Klassen " Tumor” und ”Nicht-Tumor”

Tumorubergangsbereiches  zur  gesunden  Hirnmasse sichtbar  gemacht
werden (Abb. 5).

Die interaktive 3D-Segmentierung von Tumoren ist fiir den Arzt sehr zeitin-
tensiv. Durch das entwickelte neuronale Segmentierungsverfahren wird in 86%
der untersuchten Falle eine automatische Segmentierung der Hirntumoren er-
reicht, die keine Nachverarbeitung mehr erfordert. Durch die automatische Seg-
mentierung der Hirnsubstanz ist es dariber hinaus moglich, die raumliche Lage
und Ausbreitung des Tumors im Gehirn sichtbar zu machen, die insbesondere bei
der neurochirurgischen Operationsplanung von Bedeutung ist. Das Verfahren zur
neuronalen 3D-Segmentierung von Hirntumoren in multispektralen MR- Bild-
daten wurde unter Verwendung des neuronalen Netzwerk-Tools SNNS [6] ent-
wickelt und in das an unserem Institut entwickelte System zur Analyse von
Hirntumoren integriert [3].
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